
ION - Abordare tehnică. Soluții tehnice propriu-zise

Disclaimer:

Soluția ION este un proiect complex de cercetare realizat pro bono de către cercetători din
domeniul inteligenței artificiale și este centrat pe folosirea tehnologiei și cercetărilor de ultimă
oră din domeniul inteligenței artificiale precum și din domeniul prelucrării limbajului natural și
vederii computaționale pentru a construi un sistem inteligent și inovator care să capteze rapid și
automat părerile românilor. Scopul final al lui ION este de a disemina informațiile concludente
către decidenți, pentru a construi politici publice în concordanță cu starea societății. Consilierul
Guvernamental AI ION nu este o soluție de tehnologie clasică, ci reprezintă o inovație în
continuă dezvoltare de către echipa de cercetători.

În termeni generali, o soluție de tehnologie poate fi considerată un produs dezvoltat de către o
companie privată, care utilizează tehnologie cu scopul de a satisface nevoile pieței și de a
genera profit. În majoritatea cazurilor, soluțiile de tehnologie sunt dezvoltate într-un mediu
comercial și sunt destinate sa ajungă pe piață într-un timp relativ scurt (săptămâni sau maxim
luni). Comparativ, proiectele de cercetare pe tehnologie, precum ION, sunt dezvoltate într-un
mediu academic sau de cercetare și au nevoie de mai mult timp pentru a fi finalizate. Scopul lor
final nu este acela de a genera profit, ci să analizeze cum funcționează un aspect al tehnologiei,
pentru a crea sau îmbunătăți aplicații. Proiectele de acest tip sunt mai orientate spre inovație,
iar procesul de dezvoltare este puțin mai lent și mai riguros, cu accent pe testarea și validarea
fiecărei ipoteze înainte de a avansa la următorul pas. Acesta este unul dintre motivele pentru
care soluțiile comerciale de tehnologie sunt mai rapide pentru a ajunge pe piață, în timp ce
proiectele de cercetare pe tehnologie sunt mai lente și mai metodice în abordarea lor.

ION nu este o soluție de tehnologie, deși împrumută cateva dintre atributele acesteia, respectiv
acelea de a satisface niște nevoi ale oamenilor - însă sub nicio formă ale pieței, ci ale
cetățenilor. Totodată, acest proiect este în faza incipientă de cercetare din punct de vedere
tehnic.

Abordarea tehnică a proiectului în dezvoltare ION va fi împărțită în mai multe

faze pentru a asigura că rezultatele obținute sunt stabile și de înaltă calitate. În prima



fază a proiectului, se va porni de la un algoritm de bază (baseline) care va fi dezvoltat și

testat pentru a fi sigur că oferă rezultate robuste și de bună calitate. Acest algoritm va fi

utilizat ca punct de plecare pentru dezvoltarea ulterioară a proiectului.

În următoarea fază, se va îmbunătăți algoritmul de bază prin adăugarea de noi

funcționalități și prin ajustarea parametrilor pentru a obține rezultate mai precise și mai

relevante. Acest proces va fi realizat prin utilizarea unor tehnici de învățare automată și

a unor algoritmi mai avansați care să permită analiza mai detaliată a datelor.

În etapa finală a proiectului, se va efectua o validare a algoritmului dezvoltat prin

comparația cu alte metode existente și prin testarea sa în diferite scenarii. Acest proces

va fi esențial pentru a confirma că algoritmul dezvoltat este robust și poate fi utilizat în

mod fiabil pentru analiza datelor.

În concluzie, abordarea tehnică a proiectului vizează dezvoltarea unui algoritm

robust și precis pentru analiza datelor. Astfel, prin îmbunătățirea algoritmului de bază

prin adăugarea de noi funcționalități și ajustarea parametrilor, se va obține o analiză mai

detaliată a datelor.

Fig. 1. Pașii algoritmului de bază propus pentru extragerea subiectelor și opiniilor

relevante din mediul virtual românesc.

Algoritmul de bază pentru extragerea, monitorizarea și analiza dinamică a
celor mai relevante subiecte (topic-uri) în societatea românească, provenite din



mediul online este reprezentat în Fig. 1. În continuare, vom prezenta în detaliu cei
5 pași ai algoritmului.

Pasul 1 - Accesarea și filtrarea postărilor și opiniilor publice din mediul online în
funcție de relevanța lor:

Pasul 1.1 Accesarea și graficul GEST: Capacitatea de a construi o reprezentare

internă a lumii este considerată o abilitate fundamentală a ființei umane. Această

abilitate permite oamenilor să găsească ușor un consens între perspectivele vizuale,

auditive și lingvistice prin utilizarea acestei reprezentări. Proiectul ION își propune să

înțeleagă și să imite această abilitate prin utilizarea unei reprezentări lingvistice explicite

- Grafice de Evenimente în Spațiu și Timp (GEST). Prin utilizarea GEST, proiectul ION

poate măsura similaritatea semantică între texte, prin potrivirea graficelor, oferind astfel

o metodă complet explicabilă. De asemenea, GEST permite generarea de texte dintr-o

reprezentare comună, care oferă un conținut bine înțeles. În esență, un GEST este un

mijloc de a reprezenta povești. (Leordeanu et al., 2023)1. În consecință, evenimentele

din spațiu și timp pot fi detectabile și repetabile. Interacțiunile dintre evenimentele din

spațiu și timp schimbă starea actuală a lumii, pot declanșa sau provoca alte evenimente

și, la rândul său, pot provoca altele schimbări. Prin urmare, folosim aceste evenimente

(noduri) şi interacţiunile lor (marginile) în spaţiu şi timp ca si componenta fundamentală

a GEST. Remarcăm că muchiile pot modela și relații logice sau semantice între noduri,

astfel încât marginile pot reprezenta și evenimente. Pentru fiecare eveniment codificăm

în principal tipul de acțiune, entitățile implicate, locația și intervalul de timp în care are

loc un eveniment. În mod crucial, în GEST atât evenimentele explicite (de exemplu,

acțiuni), cât și implicite (de exemplu, existenta) sunt reprezentate folosind aceleași

reguli. Un exemplu GEST poate fi găsit în Fig. 2. Fiecare opinie care va ajunge la ION

va fi reprezentată sub forma unui grafic GEST.

1 Marius Leordeanu et al., articol nepublicat la nivel international insa depus pentru a fi peer-reviewed in
cadrul ACL 2023 (Annual Meeting of the Association for Computational Linguistics)



FIGURA 2: GEST care ilustrează conceptul de puncte de vedere multiple și echivalența nodului grafic.

Pentru concizie, au fost omise unele detalii în noduri (de exemplu, intervalul de timp) și, de asemenea, au

fost adăugate detalii pentru a sublinia unele puncte (de exemplu, marginile aceleiași entități).

Pasul 2.2 Filtrarea. Ulterior, după transformarea postărilor în grafice GEST, acestea vor

fi parcurse secvențial, iar relevanța lor va fi stabilită în funcție de anumiți factori estimați

în mod automat și nesupervizat, care țin cont de nivelul de activitate (impactul) generat

de către postarea în cauză (spre exemplu, se vor lua în calcul numărul de aprecieri,

numărul de comentarii, nivelul de încredere asociat celor care trimit respectivele

aprecieri sau comentarii - acest aspect legat de nivelul de încredere urmând a fi calculat

în timp, tot în mod automat, în funcție de activitatea unei anumite persoane/pagini care

postează). Opțional, se va putea lua în considerare și relevanța unei anumite postări în



contextul unor subiecte care deja sunt stabilite a fi de interes ridicat la nivel național sau

internațional (prin intervenție umană - feedback). Această “relevanță a postarilor” va fi

calculată folosind modele de identificare a parafrazei (Wang et al, EMNLP 2021) sau de

similaritate semantică (Sellam et al, ACL 2020) de nivel state-of-the-art din domeniul

procesării limbajului natural. La acest pas, algoritmii de filtrare (care vor decide în mod

automat ce postări vor fi luate în considerare pentru un anumit subiect de interes) vor fi

robuști și eficienți, bazați pe metode rapide și pe scheme simple de votare.

Pasul 2 - Structurarea și etichetarea postărilor relevante: Pentru fiecare postare

selectată la Pasul 1, se vor extrage subiectele considerate cele mai relevante de către

societatea românească, cum ar putea fi cele ce țin de: activitatea guvernului,

evenimente de importanță națională, nivel de trai, activități sportive și de divertisment,

subiecte din sănătate sau care țin de alimentație, energie și multe altele. Aceste

subiecte vor fi extrase în mod automat folosind tehnici de ultimă oră de inteligență

artificială (AI) și prelucrare a limbajului natural (NLP - Natural Language Processing).

Procesul automat va merge de la extragerea unor cuvinte cheie până la găsirea unor

proprietăți care să descrie concis și într-un format prestabilit conținutul postării. De

asemenea, postarea va putea fi încadrată și într-una sau mai multe categorii de

subiecte, cum ar fi: “sport”, “sănătate”, “economie” sau “tehnologie”, printre altele.

Problema clasificării textelor pe categorii de subiecte a fost deja studiată pentru limba

română (Butnaru et al, ACL 2019), dar o vom extinde în cadrul proiectului pentru a

permite ajustarea subiectelor în timp real (Ding et al, NAACL 2022). În ceea ce privește

opinia despre acea activitate, ea ar putea fi încadrată, pentru început, în câteva clase

care să exprime “sentimentul” celui ce postează în legătură cu acel eveniment (de

exemplu: puternic pozitiv, moderat pozitiv, neutru, negativ, puternic negativ). Aceste

proprietăți vor fi automat extrase folosind modele de învățare automată și procesare a

limbajului natural (Minaee et al., CSUR 2021). Problema de analiză a sentimentelor din

text este foarte bine studiată în literatura de specialitate (Nandwani et al, SNAM 2021),

inclusiv pentru limba română (Tache et al, EACL 2021). Totodată, problematica

recunoașterii entităților din text (Das et al, ACL 2022) sau evenimentelor de tip (actor,

acțiune, obiect, locație și timp) din video și text sunt cercetate cu succes și în România



(Bogolin et al, COLING 2020; Dumitrescu et al, NeurIPS 2021). În final, vom obține o

reprezentare structurată a fiecărei postări. Un exemplu de astfel de reprezentare

structurată a unei anumite postări: topicul mai larg (sănătate), actorul (un anume

ministru sau medic), acțiunea (o anume decizie, un discurs, o vizită, un proiect propus

sau lansat), perioada de timp (o anume zi, o anume săptămâna sau lună), locația (un

oraș sau un sediu de instituție unde evenimentul a avut loc), sentimentul autorului

postării despre acel eveniment (foarte pozitiv, neutru sau negativ).

Pasul 3 - Agrearea postărilor în grupuri de subiecte și opinii reprezentative din
postările extrase: Descrierea succintă a postărilor extrase anterior va fi folosită pentru

a le grupa în funcție de subiect. Pentru realizarea acestor subiecte, va fi necesară

stabilirea unei similarități între postări (folosind de exemplu modele precum cele

descrise în lucrările (Sellam et al, ACL 2020; Wang et al, EMNLP 2021), pentru ca

postările sa fie considerate ca aparținând aceluiași grup (considerând atât actorul,

acțiunea, momentul și locația evenimentului, cât și sentimentul celui care postează).

Postările vor fi astfel grupate folosind algoritmi eficienți și robuști de clusterizare

(exemple: diferite tipuri de hashing, clustering aglomerativ sau k-means). Astfel mai

multe postări vor ajunge să fie considerate în același grup (cluster), adică să transmită

în esență același mesaj. Mai exact, un grup de postări poate reprezenta o anumită

opinie despre un anumit subiect. De exemplu, toate postările dintr-un anume grup ar

putea însemna, pe scurt, faptul că persoana care “postează este foarte încântată de

activitatea unui anume ministru în ultimul an”. Din descrierile mai multor postări care vor

aparține unui singur grup se va genera un rezumat care să reprezinte grupul respectiv.

Pentru aceasta vom folosi tehnici de rezumare recent introduse în literatură (Goyal et al,

ACL 2022).

Pasul 4. Formarea unui “grafic de opinie” bazat pe grupurile extrase la Pasul 3:
Fiecare astfel de grup de tip “subiect și sentiment” va deveni un nod într-un “grafic de

opinie”, ce va stabili relații între astfel de opinii pentru a se putea monitoriza mai bine

legătura semantică dintre subiectele identificate precum și dinamica lor în timp. Multe

dintre aceste subiecte ar putea sa aibă legătură unul cu altul și să stabilească la un



nivel mai mare de spațiu și timp, super-grupuri (super-clusters) care să reprezinte opinii

și mai generale precum și curente de opinie. De exemplu: mai multe topicuri de nivel

mai mic, cotidian (cum ar fi "vizita unui anume ministru și acțiunea lui în acel loc din acel

moment") să formeze grupul mai mare de opinii despre “activitatea pe termen mai lung

a acelui anume ministru”. De notat este că această activitate nu ar putea fi determinată

imediat doar din postări singulare. Este nevoie de un proces de clusterizare peste graf

care să stabilească de-a lungul timpului formarea de astfel de super-grupuri de opinie a

publicului despre activitatea unui anume ministru pe un anumit subiect. O astfel de

super-clusterizare la nivel de graf se poate obține prin algoritmi nesupervizați automați

cum ar fi algoritmul PageRank (Page et al, Stanford 1999) și alte variațiuni ale lui care

în esență reprezintă moduri iterative de transmitere de mesaje între nodurile unui graf,

pentru a stabili relevanța unui anumit nod după numărul nodului de vecini precum și

relevanța vecinilor lui. Relevanța se calculează dinamic și rapid, printr-un proces iterativ

convergent. Această matrice de adiacență necesită stabilirea unor legături (sau muchii)

între nodurile grafului, pentru care o funcție de similaritate semantică între nodurile

grafului de opinie va fi necesară. Astfel, un model de tip BLEURT poate fi foarte potrivit.

Pasul 5. Monitorizarea dinamicii graficului de opinie: Este important de notat că

acest grafic de opinii fundamentale precum și formarea de super-clustere de opinii sau

curente de opinie este automată, fiind rezultatul unor algoritmi nesupervizați de către

om. Formarea de noduri și legături, de clustere de opinie și super-grupuri se va produce

natural, automat și va avea o dinamică determinată în timp. Astfel, unele opinii noi pot

apărea iar altele, mai vechi, pot dispărea. De asemenea, curentele de opinie pot crește

sau scade în intensitate, precum se pot schimba semantic în timp. Astfel de schimbări

de opinie (sau “shift”-uri) sunt normale iar abordarea tehnică va fi capabilă să le

surprindă în mod natural.

Rezultatul final va fi reprezentat de către o sinteză bazată pe acest grafic de

opinie, care va prezenta atât opiniile și subiectele fundamentale, de bază, cât și

curentele mai mari alături de dinamica lor. Sinteza va putea fi prezentată atât sub forma

graficului în sine și a monitorizării schimbărilor la nivel numeric în timp, cât și în limbaj



natural, folosind tot metode de NLP (Bogolin et al, COLING 2020) care să traducă din

reprezentarea la nivel de graf în cea a limbajului curent.
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